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WYKORZYSTANIE TECHNIKI ADABOOST
W MODELACH OPARTYCH NA REGRESJI
ZWYKORZYSTANIEM SZTUCZNEJ INTELIGENCJI

USE OF ADABOOST TECHNIQUE
IN REGRESSION BASED MODELS
USING ARTIFICIAL INTELLIGENCE
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Streszczenie

Artykut opisuje wykorzystanie sztucznej inteligencji w obliczeniach regresyjnych. Modele
zbudowane w sposob tradycyjny oparte na klasycznych zatozeniach dostarczaja mozliwie precy-
zyjnych informacji. Sam proces budowy modelu opiera si¢ na wstepnym wyborze zmiennych
wykorzystanych do jego tworzenia. Umiejetna selekcja zmiennych ma istotny wplyw na uzyskane
parametry. Wykorzystujac rozwigzanie przedstawione w tej pracy otrzymujemy model ze wstepnie
dobranym optymalnym zbiorem treningowym.

W kolejnych rozdziatach omowiono istote analityki predykcyjnej, proces uczenia maszyno-
wego, budowe drzewa decyzyjnego, pokazano przyktad regresji wykorzystujacego AdaBoost.

Abstract

This article describes the use of artificial intelligence in regression calculations. Models built
in a traditional manner based on classical assumptions provide the most precise information possi-
ble. The model building process itself is based on the initial selection of variables used to create it.
Skillful selection of variables has a significant impact on the obtained parameters. Using the solu-
tion presented in this work, we get a model with a pre-selected optimal training set.

The following chapters discuss the essence of predictive analytics, the machine learning pro-
cess, the construction of a decision tree, an example of regression using AdaBoost.
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Wstep

Budowanie modelu ekonometrycznego tradycyjnym sposobem opierato si¢
w wigkszoS$ci przypadkow na wykorzystaniu techniki regresji. Otrzymany model
po spelnieniu wczesniejszych warunkdéw zwiazanych z doborem danych do mo-
delu, wspotliniowoscia, heteroscedastycznos$cig i innych mozna wykorzysta¢ do
celow predykcji. W przypadku utworzenia kilku modeli nalezato wybraé najlep-
szy korzystajac z kryteriow wyboru modelu Mallowsa, Akaike oraz innych.

Wraz z rozwojem techniki obliczeniowej, wykorzystujac wysoka wydajnosé
zasobow systemowych maszyn oraz zaawansowane algorytmy obliczeniowe,
model tradycyjny mozna zastapi¢ modelem maszynowym z wykorzystaniem
algorytméw sztucznej inteligencji. Rozwigzanie to pozwala na szybkie i precy-
zyjne utworzenie optymalnego modelu, testowaniu jego dzialania na dotaczo-
nym zestawie danych, a co najwazniejsze — dynamicznej zmianie parametrow
w funkcji naptywu nowych danych.

Do implementacji wykorzystano jezyk Python' w wersji 3, biblioteke Num-
Py? wykorzystywang jako podstawa w uczeniu maszynowym. Za jej pomoca
mozna przeprowadzaé efektywne operacje na strukturach danych takich jak ten-
sor, wektor, macierz. Same procedury uczenia maszynowego® zostaly wykorzy-
stane z biblioteki scikit-learn®. Udostepnia ona wiele algorytméw z dziedziny
uczenia nadzorowanego i nienadzorowanego.

Analityka predykcyjna

Istotg analityki predykcyjnej jest tworzenie modeli na podstawie zgroma-
dzonych historycznych informacji. W tradycyjnej metodzie tworzenia modeli
proces ten byl zmudny, dlugotrwaty. Drobna zmiana w danych, z ktérych byt
utworzony model, nawet o kilka dodatkowych rekordéw moze pociagnaé za
sobg modyfikacje wlasciwosci wspotczynnikdéw modelu. Szybko naptywajace
dane wymagajg korekty modelu, a modyfikacja modelu byta niezmiernie trudna,
a nawet niemozliwa do wykonania w krotkim czasie. Wraz z rozwojem mozli-
wosci obliczeniowych systemoéw komputerowych 1 wykorzystaniu algorytmow
sztucznej inteligencji pojawily si¢ niespotykane do tej pory mozliwosci. Utwo-

1 M. Goodrich, R. Tamassia, M. Goldwasser, Data Structures and Algorithms in Python,
Wiley 2013.

2'Y. Hilpisch, Derivatives Analytics with Python, Wiley 2015.

% s. Raschka, V. Mirjalili, Python Machine Learning Packt 2017.

4F. Pedregosa, V. Gaél, A. Gramfort, V. Michel, B. Thirion, O. Grisel, M. Blondel, P. Pret-
tenhofer, R. Weiss, V. Dubourg, J. Vanderplas, A. Passos, D. Cournapeau, M. Brucher, M. Perrot,
E. Duchesnay; 12 Scikit-learn: Machine Learning in Python (Oct):2825-2830, 2011.
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rzone modele na podstawie zgromadzonych danych potrafig szybko i wydajnie
reagowa¢ na przychodzace informacje, a tym samym bardzo precyzyjnie pro-
gnozowac przyszte zjawiska z rys. 1.

@ model
C

dane l

prognoza

Rys. 1. Proces uczenia maszynowego

Przykladem dziatania uczenia maszynowego® moze by¢ system pokazywa-
nia reklam na stronach www, z ktorych codziennie korzystamy. Na stronach
pokazuja si¢ reklamy. Z jednej strony my jako uzytkownicy jestesmy klientami,
dla ktorych te reklamy si¢ pokazuja. Stanowimy dla reklamodawcoéw pewna
warto$¢, kazdy inng w zaleznosci od zainteresowan, czgstotliwos$ci zakupow
i innych. Z drugiej strony reklamodawcy sa sktonni zaptaci¢ za mozliwos¢ wy-
$wietlenia reklamy. A poniewaz reklamodawcow jest sporo, to wygrywa ten,
ktory jest sktonny zaptaci¢ najwigcej. W zwigzku z tym algorytm musi podjaé
decyzje w bardzo krétkim czasie, poréwnywalnym do czasu uruchamiania stro-
ny o tym komu i jaka reklame pokazac.

Budowa modelu opartego na DecisionTree Regressor

Drzewo decyzyjne jest struktura, ktdra dzieli zbiér danych na podzbiory i do-
konuje prostych wyborow na kazdym poziomie. Idac tg drogg mozna uzyskaé
koncowe rozwiazania, ktore charakteryzuja si¢ optymalnym wyborem. Drzewa
decyzyjne sa tworzone z wykorzystaniem algorytmow szkoleniowych. Sam proces
decyzyjny rozpoczyna si¢ w wezle gtdéwnym na szczycie drzewa, a kazdy wezet
jest reguta decyzyjna. Algorytmy podejmuja decyzje na podstawie relacji migdzy
danymi wejsciowymi a etykietami docelowymi na danych treningowych. Wartosci
danych wejéciowych sg wykorzystywane do oszacowania warto$ci wyj$ciowej.

Proces konstruowania drzew decyzyjnych

Drzewa decyzyjne to modele uczenia maszynowego w formie struktury
drzewa. Sg szybkie w dziataniu i nie wykorzystuja nadmiernie zasoboéw syste-
mowych, dlatego sa chetnie wykorzystywane. Kazdy wezet niebgdacy lisciem

® A. Boschetti, L. Massaron, Python Podstawy nauki o danych, Helion, Gliwice 2017.
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jest decydentem. Decyzja to wykonanie kolejnego kroku na podstawie przepro-
wadzonego testu. Budowa drzewa decyzyjnego natomiast polega na zmianie
wartos$ci entropii na mniejsza. Przechodzac w dot drzewa zmniejszamy entropie¢
od catkowitej niepewnosci w kierunku pewnosci.

Jesli zdefiniujemy entropi¢ jako:
entropia (X) =->p;ilog 2 p;
gdzie p; odnosi si¢ do prawdopodobienstwa wystepowania w zbiorze danych

Tak wiec mozna powiedzie¢, ze w zbiorze 60 elementow, sktadajacych sie
Z trzech typow elementow kazdy element pojawia si¢ 20 razy. Mozna w tym
przypadku powiedzieé¢, ze entropia jest wysoka, poniewaz istnieje duza niepew-
no$¢. Jesli natomiast element typu pierwszego pojawi si¢ w zbiorze 58 razy,
wowczas niepewnos$¢ jest niska. Jesli losowo zostanie wybrana w tym przypad-
ku prébka z duzym prawdopodobienstwem mozna przewidzie¢, ze bedzie to
element typu pierwszego.

Jak w takim razie mozna zmniejszy¢ entropig?

Rozwazmy przyktad zbioru danych z 60 elementami, w ktorych typy ele-
mentow pojawiajg si¢ odpowiednio 14, 27, 19 razy.

Catkowita entropia:

entropia = - (14/60) * log (14/60) - (27/60) * log (27/60) - (19/60) log (19/60) = 1,537
Dzielimy ten zestaw danych na dwie czgsci aby zmniejszy¢ catkowita entropig.
lewe poddrzewo =[5, 21, 11]
prawe poddrzewo = [9, 6, §]
Liczymy entropi¢ dla poszczegolnych galezi

lewa entropia = - (5/37) log (5/37) - (21/37) log (21/37) - (11/37) log (11/37) = 1,374
prawa entropia = - (9/23) log (9/23) - (6/23) log (6/23) - (8/23) log (8/23) = 1,565

Catkowita entropia dla dwoch gatezi, liczymy poprzez wazone sumowanie.
catkowita entropia = (37/60) * 1,374 + (23/60) * 1,565 = 1,447
Roznica pomiedzy poczatkows entropia, a konicowa wynosi zatem:

zysk informacyjny = 1,537 - 1,447 = 0,09
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Oznacza to, ze jesli podzielimy zestaw danych w taki wlasnie sposob zwiek-
szymy zysk informacyjny o 0.09

Z biblioteki sklern mozna wykorzysta¢ funkcj¢ DecisionTreeClassi-
fier(**params), aby utworzy¢ klasyfikator drzewa decyzyjnego. Aby ocenic
wydajnos¢ nalezy skorzysta¢ z sklern.classification_report. Dla regresji odpo-
wiednio DecisionTreeRegressor.

Przyklad wykorzystania AdaBoost

AdaBoost to algorym pozwalajacy z duzej liczby klasyfikatorow uzyskac
jeden o optymalnych parametrach.

Ponizszy przyktad pokaze wszystkie te zasady zastosowane do oszacowania
cen doméw. W celu rozwigzania tego problemu uzyjemy regresora drzewa de-
cyzyjnego z AdaBoost. W drzewie decyzyjnym, jak wczesniej wspomniano,
kazdy wezel podejmuje prosta decyzjg, ktora przyczynia si¢ do ostatecznego
wyniku. Wezty liscia reprezentujg warto$ci wyjsciowe, a gatezie przedstawiaja
decyzje posrednie, ktore zostaly podjete na podstawie cech wejsciowych Ada-
Boost oznacza adaptacyjne wspomaganie.

Jest to technika, ktora stuzy do zwigkszenia doktadnosci wynikéw z innego
systemu dotgczy wyjscia z roznych wersji algorytméw zwanych swoimi
uczniami uzywajac wazonego sumowania, aby uzyskac¢ koncowy wynik. Infor-
macje zebrane na kazdym etapie algorytmu AdaBoost sg ponownie wprowadza-
ne do systemu, aby uczacy si¢ na pdzniejszych etapach koncentrowatl si¢ na
probkach szkoleniowych, ktore sa trudne do sklasyfikowania. W ten sposob
zwicksza sie doktadnos¢ systemu. Korzystajagc z AdaBoost dopasowujemy re-
gressor do zestawu danych obliczamy btad, a nastgpnie ponownie dopasowuje-
my go do tego samego zestawu danych na podstawie oszacowanego btgdu. Mo-
zemy mysle¢ o tym jako precyzyjnym do strojeniu modelu do osiggniecia poza-
danej doktadnosci.

Otrzymujemy zbior danych, ktory zawiera rézne parametry, jakie wptywajg
na cen¢ domu.

Naszym celem jest oszacowanie relacji miedzy tymi parametrami a ceng
domu, aby$my mogli uzy¢ tego do oszacowania ceny przy nieznanych parame-
trach wyjsciowych.

Do rozwigzania problemu zostanie wykorzystana biblioteka scikit-learn. Jest
to biblioteka oferujgca proste i wydajne narzedzia do eksploracji i analizy da-
nych oferowany na licencji BSD. Uczenie maszynowe, ktore wykorzystuje za-
soby systemow komputerowych wyszuka optymalne rozwigzanie bez wskazania
konkretnych instrukcji, opierajac si¢ na wzorcach i wnioskowaniu.

W pierwszej kolejnosci nalezy zaimportowaé niezbedne biblioteki:
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- numpy

sklern - DecisionTreeRegressor, AdaBoostRegressor, datasets
- sklern, metrics mean_squared_error, explained_variance_score

sklern.utils shuffle

To warunki niezb¢dne do wykonania obliczen. Dane mozna pobra¢ z bazy
danych https://arcive.ics.uci.edu/ml/machine-learning-databases, ktora udostep-
nia biblioteke z wieloma przyktadami do wykorzystania. Kazda pozycja obejmu-
je cze$¢ opisowa oraz czg$¢ zawierajacg wilasciwa baze z danymi. W naszym
przypadku czes¢ opisowa przedstawia si¢ nastepujaco.

1. CRIM - per capita crime rate by town
2. ZN — proportion of residential land zoned for lots over 25,000 sg.ft.
3. INDUS — proportion of non-retail business acres per town
4. CHAS - Charles River dummy variable (= 1 if tract bounds river;
0 otherwise)
5. NOX — nitric oxides concentration (parts per 10 million)
6. RM — average number of rooms per dwelling
7. AGE — proportion of owner-occupied units built prior to 1940
8. DIS — weighted distances to five Boston employment centres
9. RAD - index of accessibility to radial highways
10. TAX — full-value property-tax rate per $10,000
11. PTRATIO pupil-teacher ratio by town
12. B - 1000 (Bk - 0.63)"2 where Bk is the proportion of blacks by town
13. LSTAT — % lower status of the population
14. MEDV - Median value of owner-occupied homes in $1000's

Aby zaimportowaé dane nalezy uzy¢ funkcji read_csv(param) lub skorzystaé
z funkcji udostepnianej przez biblioteke scikit-learn. Datasets pozwala na bezpo-
srednie pobranie zbioru danych z repozytorium.

data = datasets. load_boston()

Ten zbior danych nalezy podzieli¢ na zmienne objasniane i objasniajace.
W tym przypadku zmienng objasniang jest MEDV — mediana warto$ci domow.
Bedziemy probowali ustali¢, od jakich parametréw i w jakim stopniu zalezy
cena doméw. Aby przeprowadzany trening byt niezalezny od kolejnosci wpro-
wadzanych rekordow zastosujemy funkcje shuffle.

X, y = shuffle(housing_data. data, housing_data. MEDV, random state=7).

Tak przygotowane dane, dzielimy na czg¢$¢ szkoleniowg i cze$¢ testowa —
odpowiednio 80% i 20%.
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num_training = int(0.8 * len(X))
X_train, y_train = X[:num_training], y[:num_training]
X_test, y_test = X[num_training:], y[num_training:]

Celem szkolenia maszynowego jest utworzenie modelu, ktory rozpoznaje
wczesniej niewidoczne zalezno$ci pomigdzy zmiennymi i przedstawia je w pO-
staci uogdlnione;.

Podzial na dwie cze$ci wynika ze sposobu przeprowadzania procedury.
Czgs¢ szkoleniowa stuzy do szkolenia modelu, a czgs¢ testowa do weryfikacji
uzyskanego modelu, jego generalizacji.

dt_regressor = DecisionTreeRegressor (max_depth=4)
dt_regressor. fit (X_train, y_train)

Tworzymy i szkolimy regresor. Do utworzenia regresora zostata uzyta funk-
cja DecisionTreeRegressor omowiona w poprzednim rozdziale.

Dla poréwnania utworzymy takze zmienng ab_regressor, ktora wykorzystuje
dodatkowo AdaBoost.

ab_regressor = AdaBoostRegressor (DecisionTreeRegressor (max_depth=4),
n_estimators=400, random_state=7)
ab_regressor. fit(X_train, y_train)

Majac tak przygotowane regresory mozna dokona¢ oceny ich wydajnosci.
Aby to wykona¢ nalezy uzy¢ funkcji predict(), ktora stuzy do przewidywania
odpowiedzi na podstawie danych testowych.

Ocena wydajnosci regresora dt_regressor

y_pred_dt = dt_regressor. predict (X_test)

mse = mean_squared_error (y_test, y_pred_dt)

evs = explained_variance_score(y_test, y_pred_dt)
# Decision Tree performance

print (“Mean squared error =", round(mse, 2))

print ("Explained variance score =", round(evs, 2))

Ocena wydajnosci regresora ab_regressor()

y_pred_ab = ab_regressor. predict (X_test)

mse = mean_squared_error (y_test, y_pred_ab)

evs = explained_variance_score (y_test, y_pred_ab)
# AdaBoost performance

print ("Mean squared error =", round(mse, 2))

print ("Explained variance score =", round(evs, 2))
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Otrzymane wyniki:
Decision Tree performance

Mean squared error = 14.79
Explained variance score = 0.82

AdaBoost performance

Mean squared error = 7.66
Explained variance score = 0.91

Analiza wynikow potwierdza, ze uzycie funkcji AdaBoost zdecydowanie
zwigksza precyzj¢ dziatania modelu. Blad ma nizsza warto$¢ i wynosi 7.66,
a wariancja jest blizsza jednosci.

Podsumowanie

Celem modelu analitycznego jest identyfikacja zwiazkow wystgpujacych
miedzy rozpatrywanymi zjawiskami w przesztosci. Precyzyjnie utworzony mo-
del pozwala doktadnie wyjasni¢ mechanizmy dziatajace na objasniang zmienna,
a tym samym pozna¢ wektory operujace najwickszg sitg na badane zjawisko.

Regresor AdaBoost jest meta-estymatorem, zaczyna dziatanie na pelnym ze-
stawie danych. W kazdym iteracyjnym przejsciu mierzony jest btad, im wiekszy
btad, tym mniejsza waga klasyfikatora. Pozwala to na uzyskanie optymalnego
zestawu danych do treningu i tym samym znaczne zwickszenie wydajnosci re-
gresora drzewa decyzyjnego, a co za tym idzie — trafno$¢ decyzji.

Dzigki takiemu podejéciu otrzymujemy model bardzo dobrej jakosci, za
pomoca ktorego mozemy generowaé doktadne prognozy. Wykorzystanie wyni-
kéw prognozy umozliwia podjecie optymalnej decyzji w wielu dziedzinach
przemystu jak i w zyciu codziennym.
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